Technische Universität Ilmenau

Fakultät für Informatik und Automatisierung

Institut für Biomedizinische Technik und Informatik

Laborpraktikum

- Biomedizinische Technik und Medizinische Informatik -

Arbeitsunterlagen zum Laborversuch

„Neuronale Netzwerke“

Verantwortlicher Bearbeiter:	Dipl.-Ing. Dunja Steuer

______________________________________________________________



TU Ilmenau, Institut für Biomedizinische Technik und Informatik,

Gustav-Kirchhoff-Strasse 2, PF 327, 98684 Ilmenau,

Tel.: 03677/ 69-2860,

Fax: 03677/ 69-1311

�

Inhaltsverzeichnis



� VERZEICHNIS \o "1-4" \t "Anhang 1;1;Anhang 2;2" �1 Zielstellung	� GEHEZU _Toc393828711  � SEITENREF _Toc393828711 �4��

2 Grundlagen	� GEHEZU _Toc393828712  � SEITENREF _Toc393828712 �5��

2.1 Neuronale Netzwerke	� GEHEZU _Toc393828713  � SEITENREF _Toc393828713 �5��

2.1.1 Einführung	� GEHEZU _Toc393828714  � SEITENREF _Toc393828714 �5��

2.1.2 Das menschliche Nervensystem	� GEHEZU _Toc393828715  � SEITENREF _Toc393828715 �5��

2.1.3 Modellierung eines Neurons	� GEHEZU _Toc393828716  � SEITENREF _Toc393828716 �6��

2.1.4 Erstellen Künstlicher Neuronaler Netze	� GEHEZU _Toc393828717  � SEITENREF _Toc393828717 �8��

2.1.4.1 Grundsätzliches	� GEHEZU _Toc393828718  � SEITENREF _Toc393828718 �8��

2.1.4.2 Systematisierung	� GEHEZU _Toc393828719  � SEITENREF _Toc393828719 �9��

2.1.4.3 Fehlerrückführungsnetz	� GEHEZU _Toc393828720  � SEITENREF _Toc393828720 �10��

2.1.5 Funktion	� GEHEZU _Toc393828721  � SEITENREF _Toc393828721 �11��

2.1.5.1 Lernvorgang	� GEHEZU _Toc393828722  � SEITENREF _Toc393828722 �11��

2.1.5.2 Einfluss der Parameter	� GEHEZU _Toc393828723  � SEITENREF _Toc393828723 �12��

2.1.6 Strukturoptimierungsverfahren	� GEHEZU _Toc393828724  � SEITENREF _Toc393828724 �15��

2.1.7 Anwendungen und Grenzen	� GEHEZU _Toc393828725  � SEITENREF _Toc393828725 �16��

2.1.8 Historie und Ausblick	� GEHEZU _Toc393828726  � SEITENREF _Toc393828726 �17��

2.2 Problemtypen	� GEHEZU _Toc393828727  � SEITENREF _Toc393828727 �19��

2.2.1 Klassische Schulprobleme	� GEHEZU _Toc393828728  � SEITENREF _Toc393828728 �21��

2.2.1.1 XOR-Problem	� GEHEZU _Toc393828729  � SEITENREF _Toc393828729 �21��

2.2.1.2 Paritätsproblem	� GEHEZU _Toc393828730  � SEITENREF _Toc393828730 �22��

2.2.1.3 Encoder-Decoder-Problem	� GEHEZU _Toc393828731  � SEITENREF _Toc393828731 �22��

2.2.2 Andere Anwendungen	� GEHEZU _Toc393828732  � SEITENREF _Toc393828732 �23��

2.3 Spracherkennung	� GEHEZU _Toc393828733  � SEITENREF _Toc393828733 �23��

2.3.1 Biologischer Hintergrund	� GEHEZU _Toc393828734  � SEITENREF _Toc393828734 �23��

2.3.2 Systematisierung	� GEHEZU _Toc393828735  � SEITENREF _Toc393828735 �24��

2.3.3 Verarbeitungsstufen	� GEHEZU _Toc393828736  � SEITENREF _Toc393828736 �25��

2.3.3.1 Vorverarbeitung	� GEHEZU _Toc393828737  � SEITENREF _Toc393828737 �25��

2.3.3.2 Merkmalsextraktion/-reduzierung	� GEHEZU _Toc393828738  � SEITENREF _Toc393828738 �27��

2.3.3.3 Klassifikation/Mustervergleich	� GEHEZU _Toc393828739  � SEITENREF _Toc393828739 �27��

2.3.3.4 Kontextprüfung	� GEHEZU _Toc393828740  � SEITENREF _Toc393828740 �27��

3 Durchführung	� GEHEZU _Toc393828741  � SEITENREF _Toc393828741 �28��

3.1 Vorbereitungsaufgaben	� GEHEZU _Toc393828742  � SEITENREF _Toc393828742 �28��

3.2 Versuchsplatz	� GEHEZU _Toc393828743  � SEITENREF _Toc393828743 �29��

3.3 Versuchsaufgaben	� GEHEZU _Toc393828744  � SEITENREF _Toc393828744 �29��

3.3.1 AND-Problem	� GEHEZU _Toc393828745  � SEITENREF _Toc393828745 �29��

3.3.2 XOR-Problem	� GEHEZU _Toc393828746  � SEITENREF _Toc393828746 �30��

3.3.3 Spracherkennung	� GEHEZU _Toc393828747  � SEITENREF _Toc393828747 �31��

3.4 Auswertung	� GEHEZU _Toc393828748  � SEITENREF _Toc393828748 �31��

4 Literaturverzeichnis	� GEHEZU _Toc393828749  � SEITENREF _Toc393828749 �32��

Anhang	� GEHEZU _Toc393828750  � SEITENREF _Toc393828750 �33��

A Symbolverzeichnis	� GEHEZU _Toc393828751  � SEITENREF _Toc393828751 �33��

B Vergleichsliste zur Symbolik	� GEHEZU _Toc393828752  � SEITENREF _Toc393828752 �34��

C Übersichtstabellen	� GEHEZU _Toc393828753  � SEITENREF _Toc393828753 �35��

��

Zielstellung

Neuronale Netze als ein Teilgebiet der Künstlichen Intelligenz erfahren heute eine zunehmende Integration in unterschiedlichste Aufgabenfelder der Gesellschaft und haben sich mittlerweile als eigenständige Wissenschaftsdisziplin etabliert. Sie stellen – ähnlich der Theorie der unscharfen Logik – ein Werkzeug zur Bearbeitung lediglich intuitiv erfassbarer Abbildungen dar. Diese Art Abbildungen gilt als mathematisch (d. h. mit abbrechenden Algorithmen, die Funktionswerte liefern) nicht berechenbar.

Definieren kann man Künstliche Neuronale Netzwerke als Zusammenschaltung mehrerer Neuron-Elemente, welche parallel arbeiten. Diese sind – wie auch das Netzwerk selber – der Natur (Nervenzelle/Gehirn) nachempfundene Modelle, wobei ein einzelnes Neuron stets nur einen Bruchteil der über das ganze Netz verteilten Informationen repräsentiert.

Ziel des Versuchs ist es, dem Praktikanten durch Darlegung der Intention, des Aufbaus und der Funktionsweise Neuronaler Netze anhand kleinerer Beispiele, klassischer Probleme und einer praktischen Anwendung eine Einführung in dieses für Biokybernetiker heute unerlässliche Gebiet zu geben.

Zur Versuchsvorbereitung sollte die Mitschrift der Vorlesungen „Angewandte Anatomie und Physiologie“ (Abschnitt: „Physiologische Grundlagen des zentralen und peripheren Nervensystems“) und „Elektro-und Neurophysiologie“ nochmals studiert werden. Außerdem hilfreich zum besseren Verständnis der Vorverarbeitung bei der Einzelwortkennung ist Wissen über einige Prinzipien der Signalverarbeitung (Normierung, Fensterung, FFT), die in den Vorlesungen „Digitale Signalverarbeitung“ und „Biosignalanalyse“ behandelt wurden. Kenntnisse eines Personalrechners sowie des Betriebssystems „Windows“ von Microsoft und über den Umgang mit denselben werden vorausgesetzt.

�

Grundlagen

Neuronale Netzwerke

Einführung

Das Streben der Menschheit nach Wissen und Erkenntnis steht und fällt mit der Entwicklung des Großhirns ihrer Spezies, das sie als eigentliches Unterscheidungsmerkmal von anderen biologischen Formen abhebt.

Zwar mögen mehrere Arten spezielle Fähigkeiten besitzen, die sie gegenüber dem Menschen eindeutig bevorteilen, doch zeichnet sich keine andere, uns bis heute bekannte Lebensform durch eine Intelligenz aus, die mit der des Menschen auch nur annähernd vergleichbar wäre.

Daher ist es nicht verwunderlich, dass einer seiner Träume stets war, sich selbst – und das heißt insbesondere sein Zentralnervensystem – nachzubilden. Diese Aufgabe fällt in der aktuellen Forschung neben Medizinern, Biologen, Mathematikern und Informatikern auch den Biokybernetikern zu.

Das menschliche Nervensystem

Seit Menschengedenken erfasst unser Gehirn Informationen mit Hilfe der dem Menschen eigenen fünf Sinnesorgane Auge, Ohr, Nase, Mund und Haut. Sie statten den Organismus nicht nur mit den durch ihre Namen assoziierbaren Sinnen Sehen, Hören, Riechen, Schmecken und Tasten aus. Auch Empfindungsqualitäten wie Wärme, Körperlage, Beschleunigung oder Schmerz können wahrgenommen werden. So ist z.B. das Ohr neben dem Gehör- auch für den statokinetischen Sinn von Bedeutung, genau wie die Haut für Temperatur- und Schmerzsinn.

Unabdingbare Voraussetzung für diese Fähigkeiten ist das Vorhandensein von Sensorzellen, genannt Rezeptoren, welche die aus der Umwelt auf uns einströmenden Reize aufnehmen, wonach diese in kodierter Form an das Zentralnervensystem übertragen werden. Dort erfolgt die Informationsverarbeitung, welche eine Reaktion nach sich zieht, die meist durch das motorische System weitergegeben und als Muskelbewegung sichtbar wird.

Die angesprochene Informationsverarbeitung erfolgt sowohl im Gehirn als auch im Rückenmark. In ihm können nach neuesten Erkenntnissen z. T. Bewegungsabläufe der Gliedmaßen gespeichert werden. Zentraler Punkt ist und bleibt jedoch das Gehirn, genauer gesagt die Hirnrinde. Hier werden die Informationen erfasst und zueinander in Relation gesetzt. Das spätere Erkennen von wiederkehrenden Mustern und das Erlernen von Assoziationen zwischen ihnen hat hierin seinen Ursprung. Die entstehenden Abbildungen kann man wie folgt einteilen: mathematisch berechenbare, intuitiv erfassbare und chaotische.

Mit zweiterer Gruppe beschäftigen sich derzeit im wesentlichen zwei Wissenschaftsfelder, das der „unscharfen Logik“ (Fuzzy-Logic) und jenes der „Künstlichen Neuronalen Netze“. Während die unscharfe Logik Sachverhalte auf symbolische Weise darstellt und Zusammenhänge direkt benennt, lassen Neuronale Netze nur eine verteilte Darstellung zu. Die Informationen über Zustände und Beziehungen sind im ganzen Netz verteilt; ein einzelnes Neuron repräsentiert stets nur einen Bruchteil davon.

Wie man Neuronale Netze modelliert, darauf soll im Folgenden näher eingegangen werden. Zuvor sei einschränkend erwähnt, dass, wie fast alle Modelle, auch die hier beschriebenen nur ein grob verallgemeinertes Pendant ihres in der Natur real auftretenden Objektes sein können.

Modellierung eines Neurons

Betrachtet man den Aufbau einer menschlichen Nervenzelle, so besteht diese – wie gewöhnliche Zellen – aus Zellkern, Membran, Zytoplasma u. a. Zusätzlich enthält sie jedoch Bauteile, die sie zum strukturellen Grundelement des Nervensystems machen. Dazu zählen die Dendriten als kleine Fortsätze zum Empfang nervöser Erregungen, welche ihnen entweder durch elektrische Synapsen (Depolarisation der postsynaptischen Membran) oder chemische Synapsen (Neurotransmitter ändern Permeabilität der Membran für Ionen) unipolar und diskontinuierlich übertragen werden. Synapsen sind quasi Kontaktzellen, deren Wirkung charakteristisch für jedes Neuron ist und Signale exzitatorisch oder inhibitorisch beeinflussen kann. In der Nervenzelle baut sich ein in seiner Größe von der Anzahl der über die Synapsen eingehenden Signale abhängiges Membranpotential auf. Schließlich leitet der Neurit, auch als Axon bekannt, die resultierende Information weiter zur nächsten Zelle oder motorischen Endplatte, indem an den – angenommen chemischen – Synapsen Neurotransmitter ausgeschüttet werden.

Gemäß diesen Überlegungen formulierten McCulloch und Pitts im Jahre 1943 als Erste: „Die Verbindungen eines Neurons nehmen eine Aktivierung ej mit einer bestimmten Stärke wj von anderen Neuronen auf, summieren diese und lassen dann am Ausgang a des Neurons eine Aktivität entstehen, sobald die Summe vorher einen Schwellwert ( überschritten hat.“

Diese Betrachtung eines Neurons als eine Art Addierer mit Schwellwert gilt bis heute als Grundmodell aller Neuronalen Netzwerke (� REF _Ref377451224 \* FORMATVERBINDEN �Abbildung 2.1�).

� EINBETTEN Word.Picture.6  ���

Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH \r 1 �1�: Struktur eines künstlichen Neurons

Im Modell sind drei Funktionen von Bedeutung, mit deren Hilfe die nötigen Werte berechnet werden. Für den linearen Neuron-Typ lauten sie:

� EINBETTEN Equation.2  ���			Gleichung � FVREF 1 \n �2�.� SEQ Gleichung \* ARABISCH \r 1 �1�: Eingangsfunktion (Skalarprodukt)

� EINBETTEN Equation.2  ���					Gleichung � FVREF 1 \n �2�.� SEQ Gleichung \* ARABISCH �2�:  Aktivierungsfunktion (linear)

� EINBETTEN Equation.2  ���				Gleichung � FVREF 1 \n �2�.� SEQ Gleichung \* ARABISCH �3�: Ausgangsfunktion (linear)

Der effektive Eingang ( modelliert die Wirkung der Synapsen, wohingegen die Aktivierungsfunktion c das – im häufigsten Falle als proportional steigend angenommene – Membranpotential verkörpert. Für die Weitergabe des Signals ist im künstlichen Neuron die Ausgangsfunktion a zuständig; in der realen Nervenzelle geschieht das, wie schon erwähnt, durch Neurotransmitter. Häufig werden Aktivierungs- und Ausgangsfunktion zur „Transferfunktion“ zusammengefasst.

Erstellen Künstlicher Neuronaler Netze

Grundsätzliches

Koppelt man nun diese einfachen Neuronen-Elemente, so können sie parallel arbeiten und ein Netzwerk bilden, dessen Funktion größtenteils durch die Verbindungen zwischen den Neuronen bestimmt wird. Zur neuronalen Verschaltung kommt zum einen die Divergenz (ein Neuronausgang verzweigt zu mehreren Eingängen anderer Neuronen) und zum anderen die Konvergenz (eine künstliche Nervenzelle erhält Signale von vielen anderen) in Frage.

Im Netz gibt es Eingangs- und Ausgangsneuronen. Die Ausgangsneuronen geben ihre Signale direkt an die Netzausgänge weiter. Bei den Eingangsneuronen unterscheidet man zwei Konventionen. In der ersten verteilt sich jeder Netzeingang auf mehrere Neuroneingänge. Man kann das vermeiden, indem – wie in der zweiten möglichen Konvention – für jeden Netzeingang ein zusätzliches Eingangsneuron, auch „Verteilungsneuron“ genannt, eingeführt wird, dessen einzige Aufgabe es ist, den Netzeingang auf die folgenden Neuronen zu verteilen (� REF _Ref388327121 \* FORMATVERBINDEN �Abbildung 2.2�). Auf die Funktion des Netzes hat es keinerlei Einfluss.

� EINBETTEN Word.Picture.6  ���

Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH �2�: Netzwerk ohne (2-schichtig) und mit Verteilungsneuronen (3-schichtig)

Weiterhin legt man – eine lineare Aktivierungsfunktion vorausgesetzt – häufig ein sogenanntes „Bias-Neuron“ als zusätzlichen Eingang mit dem festen Wert eins an ein Neuron an mit dem Zweck, die Schwelle der Ausgangsfunktion durch das negative Gewicht dieses Eingangs zu ersetzen. Dadurch lässt sich zum einen die Ausgangsfunktion leichter implementieren und zum anderen kann die Schwelle ( in den Lernvorgang einbezogen und flexibel gestaltet werden. Das ist notwendig z. B. für den Fall, dass ein komplett aus Nullen bestehender Eingangsvektor eine Eins am Ausgang erzeugen soll. Hier kämen die Gewichtsänderungen nicht zum Tragen, da alle mit null multipliziert würden und durch einen festen Schwellenwert größer oder gleich null könnte das Element nicht aktiviert werden.

Systematisierung

Es ist möglich, dass Netze ihre Struktur selbst bilden. Manche der dazugehörigen Algorithmen sind eng verwandt mit den „Strukturoptimierungsverfahren“, zu denen man sie z. T. zählt. Im Weiteren soll jedoch über Netzwerke gesprochen werden, deren Struktur unveränderlich vorgegeben ist, die also lediglich Kennwerte lernen.

Um die räumliche Organisation der menschlichen Großhirnrinde nachzubilden, kann jedem Neuron ein Ort in einem fiktiven Raum zugeordnet werden. Das wird möglich, wenn man die Gewichte der Verbindungen je nach Entfernung der Neuronen voneinander setzt, also je weiter desto kleiner. Man erhält räumlich organisierte Netze. Sie kommen dem Aufbau des menschlichen Hirns momentan am nächsten. Allerdings sind sie relativ kompliziert zu bilden, weswegen sich in der jüngeren Vergangenheit hauptsächlich die semantisch organisierten Netze verbreitet haben.

Erfüllen Neuronen innerhalb eines Netzes gemeinsam eine bestimmte Aufgabe, so kann man diese zu Schichten zusammenfassen. Man unterscheidet Eingangs-, Ausgangs- und Verborgene Schichten.

Gewöhnliche Netzmodelle sind meist vorwärtsgekoppelt. Führt man hingegen Signale von Neuronausgängen zurück auf vom Signalfluss bereits berührte Neuronen, so sagt man, das Netz habe Rückkopplungsschleifen, man spricht vom „rückgekoppelten Netz“.

� EINBETTEN Word.Picture.6  ���

Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH �3�: Arten Neuronaler Netze – klassifiziert nach Aufbau und Lernmethode

Ihre eigentliche Aufgabe des Erkennens von wiederkehrenden oder ähnlichen Mustern (Reproduktion) können die Netze nur lösen, wenn dem ein Erlernen von Assoziationen zwischen den Mustern vorausgegangen ist (Lernen). Für beide Vorgänge existieren Methoden, die je nach Art des angewandten Netzes differieren.

Beim Belehren unterscheidet man zusätzlich zwischen den Methoden für überwachtes und für unüberwachtes Lernen. Um ein Netz überwacht zu belehren, wird ein bekanntes Muster an den Netzausgang angelegt. Hingegen erwartet man von einem ohne Lehrer lernenden Netz, dass es selbständig Ähnlichkeiten in unbekannten Mustern herausfindet und diese klassifiziert.

� REF _Ref377451333 \* FORMATVERBINDEN �Abbildung 2.3� gibt einen auszugsweisen Überblick über die während der letzten Jahrzehnte entstandene Fülle unterschiedlichster Netzwerk-Strukturen. Das zum heutigen Zeitpunkt populärste Modell ist das „Fehlerrückführungs-Netz“, welches in 80 % aller Problemstellungen zur Anwendung kommt.

Fehlerrückführungsnetz

Häufig werden vorwärtsgekoppelte Netze ohne verdeckte Schichten als „Perceptron“ bezeichnet. Die Fehlerrückführungsnetze (� REF _Ref378612172 \* FORMATVERBINDEN �Abbildung 2.4�) sind Vertreter dieser Gruppe und werden auf Grund ihrer Struktur oft als „Mehrschichtiges Perceptron“ bezeichnet. Man kann sie mit der entsprechenden Lernregel trainieren, um in der Reproduktionsphase erstens Funktionen zu approximieren, zweitens spezifische Ein- und Ausgangsvektoren zu assoziieren oder drittens Eingangsvektoren in einer gegebenen Form zu klassifizieren.

� EINBETTEN Word.Picture.6  ���

Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH �4�: Struktur und Arbeitsphasen eines Fehlerrückführungsnetzes

Auf Grund der genannten Fähigkeiten, weiten Verbreitung und auch wegen der guten Anschaulichkeit sei dieses Modell für die folgenden Erklärungen zu Grunde gelegt.

Funktion

Lernvorgang

Drei Voraussetzungen werden angenommen: Effektiver Eingang für alle Neuronen ist das Skalarprodukt, Aktivierungsfunktion die Identität. Das Netz kann nichtlineare, aber differenzierbare� Ausgangsfunktionen verwenden; meist nimmt man die Fermi-Funktion (Gleichung 2.4). Hier ist m das Minimum und M das Maximum der Ausgangsfunktion. (M muss mindestens genauso groß wie – besser größer als – der höchste Wert im gewünschten Zielvektor sein, sonst kann das Netz keine Lösung erreichen! Entsprechendes gilt für m.)

� EINBETTEN Equation.2  ���			Gleichung � FVREF 1 \n �2�.� SEQ Gleichung \* ARABISCH �4�: Erweiterte Fermi-Funktion

Legt man eines der zu lernenden Musterpaare ( an Ein- (E) und Ausgang (A) eines Fehlerrückführungsnetzes an, so wird in den Neuronen der ersten Schicht mit Hilfe der Eingangsfunktion aus den Werten des Eingangsmusters ej und den entsprechenden Gewichten wj der effektive Eingangswert ( berechnet. Dieser fließt als Parameter in die Aktivierungsfunktion der Neuronen ein, welche die Aktivität c als Ergebnis liefert. Schließlich erhält man durch Anwendung der Ausgangsfunktion auf die Aktivität den Ausgangswert a eines jeden Neurons. Besteht das Netz aus mehreren Schichten, so pflanzt sich das Signal in ihnen auf die gleiche Art und Weise fort, wobei jeweils die Ausgänge der Vorgängerschicht zu den Eingangswerten der Nachfolgerschicht werden.

Die endgültigen Ausgangswerte ai der Neuronen der letzten Schicht werden nun verglichen mit jenen des angelegten Trainingsmusters. Liegt eine Abweichung von diesen Sollwerten Si vor, so werden (mit Hilfe der Ableitung a’i der Ausgangsfunktion des Neurons und dessen Aktivität) zunächst die Fehlermaße (i( für die Neuronen der Ausgangsschicht (Gleichung 2.5) und mit ihnen die Fehlermaße der jeweiligen Vorgängerschichten (Gleichung 2.6) berechnet. Daher der Name Fehlerrückführungsnetz.

� EINBETTEN Equation.2  ���	Gleichung � FVREF 1 \n �2�.� SEQ Gleichung \* ARABISCH �5�: Fehlermaß für Neuron i der Ausgangsschicht

� EINBETTEN Equation.2  ���		Gleichung � FVREF 1 \n �2�.� SEQ Gleichung \* ARABISCH �6�: Fehlermaß in verborgenen Schichten

Die Summe in � REF _Ref388253100 \* FORMATVERBINDEN �Gleichung 2.6� erstreckt sich über die Neuronen k der jeweils folgenden Schicht; die wki sind die Gewichte der folgenden Schicht vor der Gewichtsanpassung.

Nun ist man imstande, mit der für das Netz typischen Lernregel (Gleichung 2.7) die notwendigen Änderungen der Lernparameter zu bestimmen. In der Regel werden lediglich die Gewichte neu gesetzt (Gleichung 2.8); modifiziert werden können aber auch andere Parameter wie beispielsweise die Schwelle oder auch Steigung in der Ausgangsfunktion der Neuronen. Mit den neuen Werten erfolgt dann der nächste Lernschritt usw., bis letztendlich Ist- und Sollwerte übereinstimmen oder der Fehler (i eine zuvor angegebene Grenze unterschreitet.

� EINBETTEN Equation.2  ���			Gleichung � FVREF 1 \n �2�.� SEQ Gleichung \* ARABISCH �7�: Fehlerrückführungs-Lernregel

� EINBETTEN Equation.2  ���	Gleichung � FVREF 1 \n �2�.� SEQ Gleichung \* ARABISCH �8�: Neuberechnung der Gewichte

In der Praxis fallen natürlich nicht nur einzelne Muster, sondern ganze Mustersets zur Verarbeitung und Auswertung an. Demnach ergeben sich zwei Möglichkeiten für einen Lernschritt: Beim „einfachen“ (direkten) wird jeweils ein Muster nach obigem Schema abgearbeitet, dann werden die Gewichte neu gesetzt und das nächste Muster kann folgen. Demgegenüber reproduziert man das Netz beim „kumulativen“ (epochenweisen) Lernschritt für alle Muster des Sets, speichert die Zwischenergebnisse, berechnet dann alle Fehlermaße und ändert schließlich in einem Zuge alle Gewichte. Vorteilhaft bei diesem Vorgehen ist, dass der tatsächliche Fehler über alle Muster berücksichtigt wird. Allerdings steigt mit der Anzahl von Mustern auch die Menge der notwendigen Rechenoperationen und der Speicherbedarf. Um das Netz mit einfachen Lernschritten zu belehren, ist die Reihenfolge, in der die Muster dem Netzwerk angeboten werden, zufällig zu wählen. Bei einer geordneten Abfolge der Muster treten nach jedem Lernschritt wiederkehrende, zyklische Gewichtsänderungen ein. Das ist für einen optimalen Lernschritt nicht sinnvoll und verlängert die Lernzeit.

Einfluss der Parameter

Besonderes Augenmerk ist zu richten auf die Initialisierung der Gewichte. Die Fehlerrückführungs-Lernregel verlangt, falls alle Neuronen dieselbe Ausgangsfunktion haben (was meist stillschweigend vorausgesetzt wird), Gewichte, die nicht nur ungleich null, sondern sogar untereinander verschieden sein müssen. Wäre das nicht der Fall, würden alle Neuronen einer Schicht den gleichen Ausgang liefern und man könnte alle – bis auf eines – weglassen, ohne dass sich an den Reproduktionseigenschaften des Netzes etwas änderte. Die Initialisierung aller Gewichte mit demselben Wert führt also zu einer wesentlichen Einschränkung der Möglichkeiten des Netzes; gewöhnlich wählt man sie deshalb durch einen Zufallsgenerator (übliches Intervall: (1).

Zur anschaulichen, graphischen Darstellung einer Gewichtsmatrix kann man ihre Komponenten in einer Ebene anordnen. Positive Werte werden durch weiße, negative durch schwarze Quadrate repräsentiert; die Größe der Quadrate gibt den Absolutwert an. Diese Darstellung ist unter der Bezeichnung „Hinton-Diagramm“ verbreitet.

�

Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH �5�: Hinton-Diagramm mit zwei Gewichten

Das Training führt häufig zu einem lokalen, statt globalen Minimum in der sogenannten Kostenfunktion. Unter dieser, auch „Fehlergebirge“ genannten Funktion versteht man die Darstellung des Fehlermasses über dem hochdimensionalen Gewichtsraum. Sie ist also ein Mass für die Abweichung des tatsächlichen Ausgangs vom gewünschten. Zusätzliche Neuronen vergrößern die Freiheit des Netzwerkes (größere Zahl zu optimierender Variablen in der Fehlerfunktion) und damit die Chance, dass selbst ein lokales Minimum nur einen kleinen Fehler liefern wird. Allerdings steigt mit der Zahl zusätzlicher, verborgener Neuronen auch die der Nebenminima und damit die Wahrscheinlichkeit, dass der Lernvorgang schneller in ein solches Nebenminimum läuft.

Implementiert man ein sogenanntes „Momentum“ in das Netzwerk, so verringert das die Wahrscheinlichkeit, dass ein Netzwerk in einem flachen, lokalen Minimum (kurzfristige Schwankung) des Fehlergebirges hängenbleibt und somit auch die Trainingszeiten. Der Momentumterm wird in die Lernregel eingefügt und berücksichtigt die Änderung der Gewichte vom vorhergehenden Lernschritt (Gleichung 2.9). Dies gleicht der Wirkung eines Tiefpasses. Die aktuell berechnete Gewichtsänderung kann so in die längerfristig optimalere Richtung verlaufen. Für den Parameter ( ist ein möglichst großer Wert zwischen 0 und 1 zu wählen.
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Die Grösse der aktuellen Gewichtsänderung (wij wird jedoch in erster Linie beeinflusst von der Lernrate (. Sie wird der Lernregel als Faktor zugeordnet, um eine schnelle Konvergenz zu erreichen und darf nicht null betragen. Ein zu großer Wert für die Lernrate resultiert in instabilem Lernen. Mit einem kleinen Wert wird die Genauigkeit sehr hoch, doch benötigt das Netz viele Iterationsschritte und verursacht so zu lange Trainingszeiten. Eine rekursive Lernrate verringert die Trainingszeit, indem sie die Lernrate ausreichend hoch hält, während die Stabilität gewahrt bleibt. Dazu wird die Entwicklung des globalen Fehlers während der letzten Lernschritte betrachtet. Verlief sie kontinuierlich in eine Richtung, d. h. erhöhte oder verringerte sie sich über mehrere Lernschritte hinweg, so wird die neue Lernrate bestimmt durch Multiplikation mit einem entsprechenden Faktor. Dieser hat einen Wert größer als eins (idealerweise 1.04), wenn sich der Fehler verringerte, das Netz also „auf dem richtigen Weg“ ist, was eine Beschleunigung des Lernprozesses zur Folge hat. Erniedrigt wird die Lernrate im Falle eines größer werdenden Fehlers, indem sie mit einem Faktor kleiner als eins (empfohlen 0.7) multipliziert wird.

Nicht zu verwechseln mit der rekursiven Lernrate ist das Verfahren des adaptiven Lernens. Es basiert auf den adaptiven Schätzverfahren, die eine rekursive Methode der Signalanalyse zur Beschreibung von Zeitreihen darstellen. Sie sind relativ robust gegenüber verschiedenen Signalstrukturen, stellen also gleichermaßen für deterministische und stochastische Signale einen algorithmischen Lösungsansatz dar. Wegen ihrer rekursiven Gestalt ermöglichen sie eine Online-Auswertung der Zeitreihe und aufgrund der Adaptionseigenschaften eine schnelle Anpassung an Veränderungen. Mathematischer Hintergrund der adaptiven Verfahren sind über Methoden der stochastischen Approximation gewonnene, rekursive, konsistente Schätzfunktionen für Kenngrößen stochastischer Prozesse. Die Schätzfunktion zur Bestimmung des adaptiven Mittelwertes beispielsweise hat die in Gleichung 2.10 gegebene Form. Anhand des adaptiven Mittelwertes ist nun eine Beurteilung des Lernverhaltens Neuronaler Netze möglich. Im vorliegenden Fall verkörpert (wn die zu berechnende Schätzgröße „Gewichtsänderung“ und (wn-1 enthält den Wert dieser Schätzgröße vom vorhergehenden Lernschritt. Durch (wnSignal wird der aktuelle Wert im Signalverlauf der Gewichtsänderung vertreten; c wird als Adaptionskonstante bezeichnet. Anstelle der Gewichte könnten natürlich auch andere, lernbare Parameter wie die Schwelle ( oder Steigung s stehen. Ergebnis des adaptiven Lernens ist ein stabilisierter Verlauf der Fehlerkurve, in welcher große Sprünge vermieden werden, wodurch häufig erst ein erfolgreiches Lernen möglich wird.
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Präsentiert man dem Netz jetzt Muster, die ihm völlig unbekannt sind, muss es nicht neu trainiert werden. In einem solchen Fall antwortet es mit einem Ausgangswert, dessen zugehöriger, vorher erlernter Eingang dem gerade angelegten Eingangswert am ähnlichsten ist. Diese Möglichkeit, ein Netzwerk auf repräsentative Eingangs-/Zielpaare zu trainieren, ist als seine „Generalisierungsfähigkeit“ oder Eigenschaft der Verallgemeinerung bekannt.

Zusammenfassend kann man also sagen, dass sowohl das Neuron-Modell als auch die Architektur eines Neuronalen Netzes beschreiben, auf welche Art und Weise dieses Netzwerk seine Eingangs- in Ausgangsgrößen transformiert. Mit anderen Worten erlangt das Netz eine Lösung, indem es seine Eingangs- und Ausgangswerte einander zuordnet, wobei die jeweils zu lösende Zuordnungsaufgabe die Anzahl der Netzwerkein- wie auch �ausgänge bestimmt.

Strukturoptimierungsverfahren

Seit erwiesen ist, dass für viele, mit Neuronalen Netzen lösbare Aufgaben eine optimale Struktur ermittelt werden kann, gehen die Bestrebungen zunehmend dahin, diese Suche einer Idealstruktur zu automatisieren. Doch was bedeutet der Begriff „Optimale Struktur“ in diesem Zusammenhang? Wie oben schon erwähnt wurde, kann durch die Erhöhung der Anzahl der Neuronen bzw. Schichten erreicht werden, dass ein Fehlerrückführungsnetz bessere Ergebnisse liefert. Allerdings können sich die so erworbenen Vorteile schnell umkehren in einen Nachteil, genannt „Overfitting-Phänomen“. Dieses Überladen mit Neuronen führt letztendlich zu einem schlecht verallgemeinernden (nicht generalisierungsfähigen) Netzwerk.

Deswegen verwendet man Optimierungsmethoden – um die Netzwerkstruktur zu vereinfachen und das Lernen zu beschleunigen. Man unterscheidet zwischen Verfahren, die dem Netz schon in der Konstruktionsphase die optimale Struktur verleihen und solchen, die aus einem fertiggebauten Netzwerk unwichtige Parameter heraustrennen (Pruning). Letztere kann man weiter untergliedern in die Gruppe der indirekten und direkten Methoden. Der Ausdünnungs-Prozess erfolgt bei den indirekten Methoden während oder nach dem Lernen.
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Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH �6�: Methoden zur Strukturoptimierung

Anwendungen und Grenzen

Mit dem Aufkommen der Rechentechnik wurde die Möglichkeit gegeben, die Funktion Neuronaler Netzwerkmodelle in Simulationen nachzuvollziehen und zu prüfen. Damit war auch der Weg frei für ihre praktische Anwendung.

Die mit konventionellen Ansätzen nicht lösbaren Zuordnungsaufgaben der lediglich intuitiv erfassbaren Abbildungen (häufiges Beispiel: Beurteilen der Qualität einer Schweißnaht durch einen Fachmann) findet man in allen Bereichen der Gesellschaft. Dementsprechend universell ist auch der Anwendungsbereich Neuronaler Netze.

Zu den wichtigsten Gebieten zählen heute die Regelungstechnik, Robotik, Medizin, Meteorologie, Chemie, Wirtschaft und das Bankenwesen, die Sprachwissenschaft und die Informatik. Innerhalb dieser gilt es, Aufgaben wie die Steuerung von Prozessen, Muster- und Zeichenerkennung, Klassifikation und Qualitätskontrolle, Erstellung von Prognosen, Sprachsynthese und �analyse, Datenkompression oder auch das Herleiten von Spielstrategien und musikalische Komponieren zu lösen.

Von dem ursprünglich verfolgten Ziel der Imitation des menschlichen Gehirns mit seinen 1011 Neuronen ist man jedoch, nicht zuletzt durch die immer noch unzureichenden Hardwaremöglichkeiten�, bis auf unbestimmte Zeit noch weit entfernt. Die Forschung beschränkt sich daher zunächst auf die Nachbildung bescheidenerer Nervenstrukturen, beispielsweise von Lebewesen wie Schnecken, Blutegeln oder Tintenfischen mit nur etwa 10000 Neuronen bzw. im Menschen selbst auf die Bewältigung von Teilaufgaben wie z. B. die Unterstützung des Gehörs tauber Menschen.

Außerdem wird der Einsatz Künstlicher Neuronaler Netze für Aufgabenstellungen, die ein deterministisches Verhalten benötigen – etwa die Überwachung von Kenndaten in Kernkraftwerken –, zunehmend in Frage gestellt. Da die Netze ausschließlich über Beispieldaten lernen, lassen sich über ihr Verhalten bei unbekannten Eingabemustern lediglich statistische Aussagen treffen.

Historie und Ausblick

Die Entwicklung Künstlicher Neuronaler Netze erstreckt sich mittlerweile über fünf Jahrzehnte, geht man davon aus, dass McCulloch und Pitts mit ihrer Aussage im Jahre 1943 den Grundstein legten.

Der Psychologe Donald Hebb stellte in seinem Buch 1949 die berühmte Hypothese auf: „Die synaptische Eigenschaft (Verstärken oder Hemmen) ändert sich proportional zum Produkt von prae- und postsynaptischer Aktivität.“, woraus die „Hebbsche Lernregel“ abgeleitet wurde, die in dieser Form allerdings noch nicht zu den gewünschten Ergebnissen führte.
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Eine modifizierte Lernregel (Delta-Lernregel) wandte F. Rosenblatt 1958 in seinem „Perceptron“ genannten Netzwerk an. Dieses enthielt lernfähige Gewichte, das Lernverfahren konvergierte in endlich vielen Schritten und außerdem war das Netz fehlertolerant und lieferte sogar für leicht modifizierte Eingaben richtige Ausgabewerte.

Basierend auf dem Perceptron entwickelten B. Widrow und M. Hoff 1960 das „ADALINE“ (Adaptive Linear Element). Es handelte sich um ein einstufiges Netz, an dessen Ein- und Ausgängen die binären Werte �1 und +1 anliegen konnten. Die Wissenschaftler formulierten die Delta-Lernregel in der folgenden Form, die häufig auch „Widrow-Hoff-Lernregel“ genannt wird:
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Mit M. Minski und S. Paperts Nachweis, dass sich einige wichtige logische Aussagefunktionen (z. B. die Bool’sche XOR-Funktion) mit dem Formalismus dieser Netztypen nicht beschreiben ließen, erfuhr die Theorie der Neuronalen Netze ab 1969 einen zunehmenden Bedeutungsverlust.

Trotzdem erstellte man weitere Modelle zum besseren Verständnis der Vorgänge im Gehirn. So sind die von T. Kohonen in dieser Zeit entwickelten, selbstorganisierenden Netze ein Beispiel für Netzwerke mit kollektiv reagierenden Neuronen. Auch für spezielle Anwendungen wie die Mustererkennung wurden Netze entworfen. Das 1975 von Fukushima vorgestellte und 1980 zum Neokognitron erweiterte Kognitron war bereits ein Mehrschichtennetz.

Erst viele Jahre später entdeckte man, dass Minski und Paperts Aussage für mehrstufige Netzwerke nicht galt. Solche mehrschichtigen Netze konnten alle möglichen Funktionen darstellen. Zwei neue Ansätze riefen ein wieder regeres Interesse an Neuronalen Netzen hervor. Dazu zählen die Arbeiten von Hopfield, dessen Beschäftigung mit gewissen Verhaltensweisen von Festkörpern (Spingläsern) einen mathematischen Formalismus lieferte, der letztendlich zu den „Hopfield-Netzen“ führt. Eine noch größere Resonanz fanden die Arbeiten von Hinton, Rumelhart und Williams über das Lernverfahren der „Fehlerrückführung“.

Zahlreiche Weiterentwicklungen stellte man in den folgenden Jahren vor. Aus dem Jahr 1985 stammt das Boltzmann-Netz von Ackley, Hinton und Sejnowski; es basiert auf dem Hopfield-Netz mit Rückkopplung, nur erfolgt die Reproduktions-Phase hier durch ein Verfahren namens „Simuliertes Kühlen“ und die Gewichte werden gelernt. 1987 publizierte B. Kosko den „Bidirektionalen Assoziativspeicher“ in Anlehnung an Hopfield-Netze. Eine Variation eines vorwärtsgekoppelten Netzes stellt das im gleichen Jahr publizierte „Gegenstrom-Netz“ von R. Hecht-Nielsen dar. Es ist zweistufig und enthält in der ersten Stufe eine Kohonen-Schicht. Ist diese berechnet, kann man aus ihr die zweite, sogenannte Grossberg-Schicht ermitteln.

Mittlerweile hat die Neuroinformatik also ihre Anlaufschwierigkeiten (die für neue Wissenschaftsdisziplinen typische Euphorie, gefolgt von starker Ernüchterung) überwunden und sich durch zahlreiche, nützliche Anwendungen als ein Teilgebiet der Künstlichen Intelligenz etabliert. Obwohl sie nicht ihre Überlegenheit gegenüber klassischen Methoden beweisen konnten, besitzen konnektionistische Modelle doch Charakteristika, die ein Interesse wert sind. Nur einige seien hier nochmals stichpunktartig zusammengefasst:

Lernfähigkeit

Rausch-Unempfindlichkeit

Fähigkeit zur Abstraktion

Fehlertoleranz bei Netzschäden

Parallelität der Informationsverarbeitung

verständlicher Formalismus



Daher ist auch in Zukunft mit einer noch stärkeren Integration in unterschiedlichste Aufgabenfelder zu rechnen. Die Weiterentwicklung der Möglichkeiten der Rechentechnik – wie massiv parallele Rechner oder opto-elektronische Systeme – spielt dabei eine große Rolle.

Problemtypen

Gemäß den angesprochenen Anwendungsgebieten und �aufgaben sowie der Vielzahl von Netzstrukturen ist anzunehmen, dass Neuronale Netzwerke ganz unterschiedliche Problemtypen bearbeiten können. Um eine Verbindung zwischen Netz- und Problemtyp herzustellen, ist es nützlich, die verschiedenen Möglichkeiten des Reproduktionsverhaltens eines Netzes zu klassifizieren und jedem Verhaltenstyp einen Problemtyp zuzuordnen. So kann eine Einteilung aussehen wie in � REF _Ref389035368 \* FORMATVERBINDEN �Abbildung 2.1�.

Die dynamische Vorgabe, bei der am Netzeingang eine Zeitreihe (unendliche Folge reeller Zahlen) angelegt wird, stellt die allgemeinste Form der Arbeitsweise Neuronaler Netze dar. Meist präsentiert man dem Netz jedoch unveränderliche Muster (statische Vorgabe).

Natürlich wird mit einer statischen Eingabe ein nach einer endlichen Zahl von Reproduktionsschritten fest definierter oder approximativ erreichter Ausgangszustand erwartet. Allerdings gibt es auch den Fall, dass am Ausgang Musterfolgen oder Zeitsequenzen entstehen. Ebenfalls möglich sind chaotische Folgen, die aber weitgehend unerwünscht sind.
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Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH \r 1 �1�: Arbeitsweisen der Netze – klassifiziert nach ihrem Reproduktionsverhalten

Im Falle eines statischen Ausgangs kann das Netz zur Klassifikation verwendet werden, wenn höchstens je ein Ausgang aktiv ist. Andernfalls unterscheidet man zwischen auto- und heteroassoziativem Verhalten.

Ein autoassoziativer Speicher besitzt die Fähigkeit, gelernte Muster, die an seinen Eingang angelegt werden, zu reproduzieren (ergänzen). Dagegen lassen sich heteroassoziative Speicher charakterisieren als Netze, deren Ein- und Ausgangsmuster miteinander assoziiert sind. Legt man hier ein gelerntes Muster an, so reproduziert das Netz das zugehörige Ausgangsmuster. Beim Anlegen eines neuen, ungelernten Musters liefert das Netz jenes Ausgangsmuster als Ergebnis, dessen Eingangsmuster dem neuen Eingang am ähnlichsten ist.

Klassische Schulprobleme

XOR-Problem

Bei dieser Aufgabenstellung wird die logische XOR-Verknüpfung („Antivalenz“ bzw. „exklusives ODER“) durch ein Netz dargestellt, wobei die Wahrheitswerte „wahr“ und „falsch“ durch „1“ und „0“ repräsentiert werden. Die in � REF _Ref378577447 \* FORMATVERBINDEN �Tabelle 2.1� aufgeführten Musterpaare richtig zuzuordnen, ist also Aufgabe der Reproduktionsphase des Netzes.

Eingang 1�Eingang 2�Ausgang��0�0�0��0�1�1��1�0�1��1�1�0��Tabelle � FVREF 1 \n �2�.� SEQ Tabelle \* ARABISCH \r 1 �1�: Logische XOR-Verknüpfung

Typischerweise zeigt man anhand dieses Problems, dass Netze zur Bearbeitung bestimmter Aufgaben eine Minimalstruktur benötigen. Im vorliegenden Fall bräuchte man z. B. entweder ein heteroassoziatives, zweischichtiges Netz (ohne Verteilungsschicht) mit mindestens zwei verborgenen und einem Ausgangsneuron (wobei diese eine nichtlineare Übgertragungsfunktion verwenden) oder ein Netz mit Neuronen höherer Ordnung. Zu beachten ist, dass sich mehrschichtige Netze, deren Neuronen eine rein lineare Ausgangsfunktion besitzen, zu einem einschichtigen Netz mit linearem Übertragungsverhalten zusammenfassen lassen. Durch einschichtige Netze aus Neuronen erster Ordnung ließe sich für das XOR-Problem (Gleichung 2.1) aber keine Lösung erreichen.
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Zur besseren Anschauung sei auf � REF _Ref388369199 \* FORMATVERBINDEN �Abbildung 2.2� verwiesen. Dargestellt sind die Entscheidungsregionen für das XOR- bzw. das AND-Problem (Abszisse: Wert der Eingangs-Komponente x0; Ordinate: Komponente x1). Die beiden linksseitigen Entscheidungsregionen haben die Form einer Halbebene und werden von einem einschichtigen Netz gebildet. Im Falle des linear separierbaren AND-Problems reicht eine Trenngerade aus, um eine Lösung zu erreichen; die logische Verknüpfung XOR bleibt ungelöst. Rechterhand sieht man die Entscheidungsregionen für das mit einem zweischichtigen Netz gelöste XOR-Problem. Die Lösung kann man sich hier wie folgt vorstellen: „Jeder Knoten (Neuron) der verdeckten Schicht bildet eine Trenngerade aus, die im Anschluss im Ausgangsknoten verrechnet wird. Beispielsweise erzeugt ein Knoten der verdeckten Schicht den Ausgang � EINBETTEN Equation.2  ���, der andere den Ausgang � EINBETTEN Equation.2  ���. Der Ausgangsknoten agiert als OR-Operator.“ Ein dreischichtiges Netz kann Entscheidungsregionen beliebig eingrenzen.
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Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH �2�: Entscheidungsregionen für AND- und  XOR-Problem

Paritätsproblem

Eine Verallgemeinerung des XOR-Problems stellt das „Paritätsproblem“ dar. Hier soll ein gegebener Vektor aus Nullen und Einsen auf die Anzahl seiner Einsen hin untersucht werden. Ist diese gerade, so nimmt der Netzausgang den Wert null, andernfalls eins an.

Dafür benötigt man ebenfalls ein zweischichtiges, heteroassoziatives Netz. Die Anzahl der verborgenen Neuronen ist gleich der Dimension des Netzeingangs; die Ausgangsschicht besteht aus lediglich einem Neuron.

Encoder-Decoder-Problem

Soll das Netz seinen Eingang unverändert auf den Ausgang durchschalten, spricht man vom „Encoder-Decoder-Problem“. Die verborgene Schicht kodiert die Eingangsvektoren; die Ausgangsschicht dekodiert sie wieder.

Lösen lässt sich dies wiederum mit einem zweischichtigen Netzwerk, wobei die Neuronenzahl der verborgenen Schicht kleiner als die Netzeingangszahl sein muss. Alle Verbindungen sind vorwärtsgerichtet und die Ausgangsschicht ist ausschließlich mit der verborgenen Schicht verbunden.

Genau zuordnen lässt sich dieser Problemtyp weder den autoassoziativen, noch heteroassoziativen Speichern. Da Eingangs- und Ausgangsmuster gleich sein sollen, arbeitet das Netz eigentlich autoassoziativ; doch findet keine Musterergänzung statt. Heteroassoziative Charakterzüge werden ihm verliehen durch die Vorwärtskopplung, Mehrschichtigkeit und durch die meist verwandte Fehlerrückführungs-Lernregel.

Andere Anwendungen

Beim „Problem des Handlungsreisenden“ (Vertreterproblem) wird versucht, die kürzeste Verbindungslinie zwischen einer gegebenen Anzahl Punkte einer Ebene zu finden. Für diese Aufgabe kommen Selbstorganisierende Karten oder Hopfield-Netze in Frage.

Muster will man in der Regel nach gewissen Kriterien klassifizieren oder aus verrauschten Fragmenten rekonstruieren. Dazu bedient man sich ganz unterschiedlicher Netze wie des Muster-Assoziators/ ART-Netzes bzw. des Auto-Assoziators/Hopfield-Netzes.

An Bedeutung gewonnen hat auch der Einsatz Neuronaler Netze zur Sprachanalyse und �synthese. Derzeit konkurrieren sie mit klassischen Methoden. Kurzfristig versprechen wohl vor allem Kombinationssysteme (Hybrid Models) Erfolg, die die Vorteile der Neuronalen Netze mit den klassischen Verfahren zu kombinieren versuchen. Hier übernehmen die Netze nur einen Teil der Erkennung, meist die Durchführung der Klassifikationsaufgabe. Auch zu Verfahren, die ausschließlich mit Neuronalen Netzen arbeiten, gibt es seit einiger Zeit interessante Fortschritte. Obwohl diese Techniken noch relativ jung sind, kann man ihre Ergebnisse bei einfacheren Aufgaben – wie der Einzelworterkennung – mit denen herkömmlicher Techniken vergleichen.

Spracherkennung

Biologischer Hintergrund

Menschliche Sprache ist nichts anderes als in Schwingungen versetzte Luft, genauer periodische Luftdruckschwankungen, die sich kugelförmig ausbreiten. Der zu deren Erzeugung notwendige Luftstrom wird von der Lunge bereitgestellt und durch die engste Stelle des Sprechapparates (Artikulationstrakt) so beeinflusst, dass unterschiedliche Laute (Phoneme�) entstehen. Vokale bilden sich mit Hilfe der Stimmbänder, wobei die Stellung der Zunge und die Öffnung des Mundes als Filter wirken, so dass sich die Vokale anhand der Energiekonzentrationen in einigen wenigen Frequenzbereichen unterscheiden lassen. Konsonanten dagegen engen den Luftkanal so stark ein, dass bei ihnen gar keine oder diffus verteilte Energiekonzentrationen auszumachen sind. Eine Sonderstellung nehmen die Nasale ein: hier kann keine Luft durch den Mund entweichen, es bleibt nur der Ausweg durch die Nase.

Zum Empfang von Sprache dient das Ohr, welches sich in Außen-, Mittel- und Innenohr gliedert. Schallwellen werden vom äusseren Trommelfell über das Mittelohr zum inneren Trommelfell geleitet. Von größter Bedeutung ist die Schnecke (Cochlea) im Innenohr, die ankommende Signale (Schall) in ihre Frequenzbestandteile (bis zu 600 verschiedene) zu zerlegen vermag. Das geschieht durch winzige, feinste Härchen, die von den Schallwellen – je nach Tonhöhe – in Bewegung gesetzt werden und dann über das Gewebe und chemische Reaktionen, die auf die Nervenenden wirken, ein winziges elektrisches Signal zum Hirn leiten. Phonetische Experimente haben gezeigt, dass die Cochlea Frequenzen auf nicht-lineare Weise� detektiert und dass sie Vorzugs-Bänder (critical bands) besitzt, welche die Bedeutung niedriger Frequenzen gegenüber hohen relativ verstärken. Der Thalamus (größte graue Kernmasse des Zwischenhirns) als „Umschaltstation für optische und akustische Bahnen“  verstärkt die ankommenden Signale, bevor sie dann zur Hirnrinde weitergeleitet und dort ausgewertet werden. Das menschliche Ohr ist in der Lage, Frequenzen zwischen ungefähr 16 und 20000 Hz zu empfangen. Der Bereich menschlicher Sprache (100 Hz bis etwa 7 kHz) ist damit vollständig abgedeckt.

Systematisierung

Bei der digitalen Verarbeitung akustischer Sprachsignale unterscheidet man mehrere Teilgebiete. Die wohl am häufigsten zur Anwendung kommenden Systeme sind die „Einzelworterkenner“. Sie haben sich in vielen Gebieten, wo bisher nur die Tastatur in Frage kam, einen festen Platz erobert. Bei der Einzelworterkennung müssen die Worte mit deutlichen Pausen zwischen den einzelnen Wörtern – abhängig vom verwendeten System und der Computerleistung – ausgesprochen werden.

Kontinuierliche Spracheingabe bzw. das Erkennen fliessender Rede ist eines der interessantesten, aber auch am schwierigsten zu realisierenden Probleme. Solche ohne Wortpausen miteinander verbundenen, aufeinanderfolgenden Wörter verbergen ihre Grenzen teilweise oder sogar vollständig.

Die Sprechererkennung gliedert sich in „Verifizierung“ und „Identifizierung“. Ziel des ersteren Teilgebietes ist es, festzustellen, ob eine unbekannte Stimme der Stimme eines Sprechers, dessen Identität beansprucht wird, gleicht. Bei der Identifizierung indes kommt es darauf an, eine unbekannte Stimme aus einem Set bekannter herauszufinden.

Verarbeitungsstufen

Die Datenverarbeitung eines Spracherkennungs-Systems erfolgt im Wesentlichen in zwei Schritten: Extraktion der Kennwerte und Klassifikation der Muster. Bei der Erkennung kontinuierlicher Sprache erscheint jedoch eine Gliederung in vier Verarbeitungsstufen am sinnvollsten, wie im Folgenden kurz dargestellt wird. Da im vorliegenden Simulator nur ein Einzelworterkenner realisiert wurde, reichte hier die Vorverarbeitung aus.

Vorverarbeitung

Ähnlich dem Trommelfell im Ohr des Menschen empfängt eine Mikrofonmembran Schwingungen, die sie in elektrische Signale umwandelt und so für eine weitere elektronische Verarbeitung zur Verfügung stellt.

Die jetzt einsetzende Vorverarbeitung hat die Aufgabe, das Sprachsignal so aufzubereiten, dass die für den Erkennungsprozess relevanten Informationen leicht gewonnen werden können. Der Aufwand, der in eine sorgfältige Vorbereitung der Daten gesteckt wird, ist entscheidend für die Lerngeschwindigkeit des Netzes und auch für die Qualität der Approximation durch das Netzwerk. Jede Stunde, die in die Aufbereitung der Daten gesteckt wird, kann beim Training des Netzwerkes Tage einsparen. Bezüglich der Frage, welches die optimalsten Merkmale (Informationen) für die Spracherkennung sind, besteht unter den Spracherkennungsforschern noch keine Einigkeit. Die meisten Systeme stützen sich auf eine zeitliche Analyse des Sprachsignals und auf das daraus ableitbare Frequenzverhalten.

Mit diesem Ziel vor Augen wird das Signal vom Analog-Digital-Wandler der Soundkarte zunächst digitalisiert, d. h. in Abschnitten von 20 bis 40 Millisekunden (so lang ist ein Sprachsignal stationär, ändert sich also nicht) abgetastet. Dann müssen störende Signalanteile entfernt und signaltypische herausgehoben werden.

� EINBETTEN Word.Picture.6  ���

Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH �3�: Signal-Vorverarbeitung

Ein eventuell vorhandener (z.B. vom Mikrofon verursachter) Gleichspannungsanteil (Offset) wird durch das Zentrieren des Signals (Subtrahieren des Mittelwertes von jedem Signalwert) herausgerechnet. Anschließend erfolgt durch einen Skalierungsfaktor die Transformation der Daten in den gewünschten Wertebereich�. Diese Normierung auf maximale Lautstärke dient der Kompensation unterschiedlicher Aufnahmelautstärken.

Das so bearbeitete Sample wird danach in Segmente (Frames) von 256 Punkten zerlegt und gefenstert�. Von dem nach der anschließenden Fourier-Transformation für jedes Fenster erhaltenen Leistungsspektrum werden die ersten 128 Kanäle (ohne redundante Information) aufsummiert, so dass man für jeden dieser Frames einen repräsentativen Wert seiner Gesamtleistung erhält. Aus der nun möglichen Abbildung der Signalleistung auf die Zeit kann mit dem im Folgenden beschriebenen Verfahren das eigentliche Wort detektiert werden.

Beim Analysieren der zeitlichen Leistungsänderung gelten alle Werte über einer vorher festgelegten Schwelle S als Sprache (� REF _Ref392773505 \* FORMATVERBINDEN �Abbildung 2.4�). Ein Zähler Z wird inkrementiert, wenn ein Frame als Sprache erkannt wird. Liegt der Zählerwert über einer Toleranzschwelle Wa, so gilt der Wortanfang als erkannt. Wa verhindert, dass kurzzeitige Störungen als Wortanfang detektiert werden. Eine weitere Toleranzschwelle Wi (Wi > Wa) bewirkt, dass etwaige Innerwortpausen nicht sofort als Wortende erkannt werden. Der Zähler Z erhöht sich schrittweise bis maximal zur Schwelle Wi, nachdem ein Wortanfang detektiert wurde. Während des Wortes bewegt sich Z zwischen Wi und Wa. Erst, wenn der Zähler wieder null erreicht hat, gilt das Wortende als erkannt.

�

Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH �4�: Wortgrenzendetektion

Innerhalb der Wortgrenzen werden die Frequenzanteile der Frames Bark-skaliert (zu Bändern zusammengefasst), um die nichtlineare Transformation (� REF _Ref388890379 \n �2.3.1�) von Frequenz zu psychoakustischer Tonheit (gemessen in Bark) zu berücksichtigen und die Information pro Zeitfenster zu reduzieren. Die Transformation von Frequenz f nach Tonheit z gleicht einer Frequenzverzerrung (Gleichung 2.1). Die Frequenzgruppen (k Kanäle) approximiert man als Bandfilter. Dabei verkörpern die Bark-Frequenzen die Mittenfrequenz der gebildeten Bänder.

� EINBETTEN Equation.2  ���		Gleichung � FVREF 1 \n �2�.� SEQ Gleichung \* ARABISCH \r 1 �1�: Berechnung der Bark-Frequenzen

Jeder der K Leistungswerte � EINBETTEN Equation.2  ��� eines Barkspektrums wird anschließend in eine Lautheit umgewandelt (Gleichung 2.2). Dieser Schritt dient der Nachbildung der Vorzugs-Frequenz-Bänder des Innenohrs (Kapitel � REF _Ref388872969 \n �2.3.1�).

� EINBETTEN Equation.2  ���	(i = 1...K; 0 < p < 1)	Gleichung � FVREF 1 \n �2�.� SEQ Gleichung \* ARABISCH �2�: Transformation Leistung ( Lautheit

Merkmalsextraktion/-reduzierung

Für die Merkmalsextraktion existieren annähernd so viele Lösungsansätze wie sich Autoren zum Thema geäußert haben. Die Suche nach idealen Merkmalen, die ein Wort relativ invariant beschreiben, wird auch in Zukunft weitergehen. Hier hat vor allem die Biologie ihren Beitrag zu leisten, denn im Gegensatz zum Seh- ist das Hörsystem noch weitgehend unerforscht. So ist leider bis heute nicht bekannt, welche Merkmale der Mensch aus dem Sprachsignal extrahiert, um sein internes Bild von Wörtern und Bedeutungen aufzubauen.

Klassifikation/Mustervergleich

Die Merkmale werden im Lexikon, der Datenbank des Erkennungs-Systems, mit den dort gespeicherten Frequenzmustern verglichen. Das gesprochene Wort, dessen Muster der Phonem- oder Silben-Folge des gespeicherten Wortes am nächsten kommt, wird vorgemerkt.

Kontextprüfung

Bevor das erkannte Wort übernommen wird, erfolgt eine Kontextprüfung, etwa mit Triagrammstatistiken, wo verzeichnet ist, mit welchen zwei anderen Wörtern ein Wort häufig kombiniert wird. Das als wahrscheinlich erkannte Wort wird in die Textdatei übernommen.

�

Durchführung

Vorbereitungsaufgaben

Machen Sie sich rückblickend nochmals vertraut mit den Grundlagen der Neurophysiologie. Nennen Sie ganz kurz mögliche Einteilungen des Nervensystems! Wo und wie erfolgt die eigentliche Informationsverarbeitung? Nennen Sie eine mögliche Einteilung der entstehenden Abbildungen! Welcher Art sind die Signale zur Informationsübertragung? Gehen Sie schließlich näher auf die besonderen Bestandteile einer natürlichen Nervenzelle, deren Informationsaufnahme, �verarbeitung und �weiterleitung ein!

Für welche Aufgaben werden Künstliche Neuronale Netze eingesetzt? Nennen Sie einige Beispiele für diese Art Abbildungen! Welche Wissenschaftsfelder beschäftigen sich außerdem damit? Worin unterscheiden diese sich hauptsächlich von Neuronalen Netzen?

Nennen sie einige Anwendungsgebiete Neuronaler Netzwerke und erkennbare Grenzen! Wodurch erlitt die in den 40er Jahren begonnene Entwicklung funktionstüchtiger Netzwerkmodelle einen Rückschlag und durch welchen Gegenbeweis konnte sie später wieder verstärkt fortgesetzt werden? Wie sieht die wahrscheinliche Zukunft aus?

Beschreiben und skizzieren Sie das Neuron-Modell!

Wie entstehen aus diesen Neuronen Künstliche Neuronale Netzwerke?

Welches sind die beiden gängigen Konventionen für die Eingangsneuronen in Netzen?

Geben Sie mögliche Kriterien zur Systematisierung verschiedener Arten Neuronaler Netze an!

Welche beiden grundsätzlichen Arbeitsphasen eines Netzes werden unterschieden?

Skizzieren Sie ein Modell des Fehlerrückführungsnetzes (Mehrschichtiges Perceptron)!

Nennen Sie Fähigkeiten des Fehlerrückführungsnetzes!

Geben Sie die Fehlerrückführungs-Lernregel an und erläutern Sie den Ablauf des Lernens nach diesem Verfahren!

Wie lauten die beiden Möglichkeiten für einen Lernschritt?

Was ist unter dem Begriff „Kostenfunktion“ zu verstehen? Erklären Sie Vor- und Nachteile einer großen Neuronzahl im Netz! Welche Rolle spielt in diesem Zusammenhang der sogenannte „Momentumterm“ in der Lernregel?

Wie wirkt sich der Wert der Lernrate auf das Lernverhalten aus?

Zeichnen Sie die Entscheidungsregion für das AND- sowie das XOR-Problem! Warum erreicht ein einschichtiges Netz beim XOR-Problem keine Lösung und wie findet ein mehrschichtiges Netz eine solche?

Wozu verwendet man Strukturoptimierungsverfahren?

Machen Sie sich unter Zuhilfenahme des Benutzerhandbuches vertraut mit der Funktionsweise des Simulationsprogrammes für Neuronale Netze „Res Neuronum“!

Versuchsplatz

Zum Versuchsplatz gehören folgende Gerätschaften, Hard- und Software:

Personalrechner

Soundkarte, Aktivboxen und Mikrofon mit Ständer

Drucker

Betriebssystem „Windows 95“

Software „Res Neuronum“ zur Simulation Neuronaler Netzwerke

Versuchsaufgaben

AND-Problem

m = 0

M = 1

epochenweises Lernen

Fehlergrenze = 0,1

LernSchrittemax = 640

-0,9 < ParameterInit < 0,9

Lernen: Gewichte

( = 0,7 (nicht rekursiv)

( = 0,3

Kein adaptives Lernen

Aufzeichnen: jeden Schritt

Starten Sie das Modul „Fehlerrückführungsnetz“ des Simulationsprogramms „Res Neuronum“. Konfigurieren Sie ein einschichtiges Netz� mit zwei Eingängen und einem Ausgang so, dass die Parameter den linearen Neurontyp ergeben (( = 1, ( = 0). Erstellen� Sie die Muster für die Bool’sche Aussagefunktion „AND“. Nach dem Einstellen der Parameter (siehe rechtsstehender Kasten) auf der Seite „Lernen“ beginnen Sie das Belehren des Netzes und beobachten dabei den Verlauf des Globalen Fehlers, dessen Minimalwert Sie zusammen mit der Lernschrittanzahl notieren. Erhöhen Sie dann die Ergebnisgenauigkeit, indem Sie die Fehlergrenze auf 0,01 setzen und belehren das Netz erneut! Was stellen Sie warum fest? Wie kann eine Verbesserung erzielt werden? (Vor jedem neuen Lernen alle zu lernenden Parameter auf Zufallswerte rücksetzen!)

Fehlergrenze = 0,001

LernSchrittemax = 100.000

Lernen: Gewichte, Schwelle

Aufzeichnen: 10/100 Schritte

Notieren Sie die Anzahl der Lernschritte für die gleiche Netzstruktur (außer geänderten Parametern im Kasten) mit den Ausgangsfunktionen Fermi, Tangens-Hyperbolicus und Arcus-Tangens. Wählen Sie dann die Arcus-Tangens-Funktion und testen Sie das Anlernen ohne Schwelle! Anschließend belehren Sie das Netz mit Schwelle, aber ohne Momentum! Im dann folgenden Durchgang soll der Lernvorgang mit Momentum und zusätzlich aktivierter, rekursiver Lernrate erfolgen (Erhöhungsfaktor = 1,04; Verringerungsfaktor = 0,7). Kommentieren Sie! Stellen Sie schließlich die Ihrer Meinung nach optimalsten der getesteten Funktionen und Parameter ein und belehren Sie das Netz für das AND-Problem erneut! Aktivieren Sie dazu die Speicherung der Lerndaten, welche nach dem Lernvorgang erfolgt! Sichern Sie außerdem Ihre Netzkonfiguration!

Reproduzieren Sie das Netz für die Eingangsmuster des AND-Problems! Notieren Sie die erhaltenen Ausgangswerte! Warum besitzen die Ergebniswerte nicht die geforderte Genauigkeit von 0,001?

epochenweises Lernen

Fehlergrenze = 0,001

LernSchrittemax = 10.000

-0,9 < ParameterInit < 0,9

Lernen:Gewichte,Schwelle

( = 0,7 (nicht rekursiv)

( = 0,3

Kein adaptives Lernen

Aufzeichnen: 10 Schritte

Erhöhen Sie die Anzahl der verborgenen Schichten des Netzes auf drei, so dass folgende Konfiguration� entsteht: 2:5:4:3:1 (Fermi-Ausgangsfunktion mit m = 0 und M = 1)! Belehren Sie das Netz mit den im Kasten gegebenen Parametern! Erhöhen Sie nun in fünf bis zehn Schritten die Lernrate von 0,7 auf 10! Notieren Sie für jeden Lernvorgang die Lernschrittanzahl! Finden Sie eine günstige Konstante c, um bei einer Lernrate von ( = 10 mittels adaptiven Lernens (welches Sie nun aktivieren) wieder kurze Lernzeiten und immer eine Lösung zu erreichen!

XOR-Problem

Erstellen Sie das Muster-Set zum XOR-Problem und versuchen Sie, mit beliebigen, einschichtigen Netzen eine Lösung zu finden! Beschreiben Sie das Netzverhalten!

a: Fermi (alle Schichten)

( = 1; m = 0; M = 1

epochenweises Lernen

Fehlergrenze = 0,001

LernSchrittemax = 10.000

-0,9 < ParameterInit < 0,9

Lernen: Gewichte, Schwelle

( = 0,7 (nicht rekursiv)

( = 0,3

Kein adaptives Lernen

Aufzeichnen: 10 Schritte

Konfigurieren Sie ein zweischichtiges Perzeptron minimaler Größe, mit dem sich das XOR-Problem lösen lässt! Belehren Sie das Netz mit den gegebenen Parametern und betrachten Sie die Entwicklung der Gewichte während des Lernens im Säulen- und Hinton-Diagramm! Werten Sie anschließend folgende Ergebnisse mit Hilfe der Kurven auf der entsprechenden Seite aus: Gewichte, Schwelle, effektiver Eingang, Aktivität und Ausgang für jedes Neuron; Verlauf des Globalen Fehlers des Netzes. Drucken und beschriften Sie die Kurven! Vollziehen Sie schriftlich die Berechnung vom Netzein- zum -ausgang für einen beliebigen Lernschritt nach (Hinweis: der dargestellte Netzzustand enthält Parameter, die mit dem letzten Muster des Sets berechnet wurden)!

Stellen Sie ein Netz beliebiger Größe im folgenden Bereich zusammen: (3 < Schichtanzahl < 7) und (2 < Neuronanzahl je verborgener Schicht < 12)! Vorschlag: 2�12�6�8�9�1. Gehen Sie auf die Seite „Optimieren“ und starten den Vorgang. Notieren Sie die Ergebniskonfigurationen, stellen die Ihrer Meinung nach optimalste her und belehren das Netz erneut (vorher Lernparameter rücksetzen)! Diskutieren Sie Ihre Beobachtungen und begründen diese! Untersuchen Sie den Einfluss des Parameters „Relevanzgrenze“, indem Sie für die gleiche Ausgangskonfiguration wie oben das Netz jeweils neu mit unterschiedlichen Relevanzgrenzen optimieren, Ergebnisse notieren, die Originalkonfiguration herstellen usw.

Führen Sie nach erfolgreichem Anlernen (beliebige Konfiguration, die aber während dieser Aufgabe nicht geändert wird) eine Reproduktion für das XOR-Problem durch! Verwenden Sie dabei für die Eingangsvektoren die genauen Werte, bestehend aus 0 und 1! Notieren Sie die Ergebnisse! Anschließend reproduzieren Sie ein Eingangsvektor-Set mit verrauschten Mustern, d. h. leicht veränderten Eingaben (wie z. B. 0,234 statt 0 oder 1,432 statt 1)! Was stellen Sie fest? Ist die Lösung befriedigend? Versuchen Sie nun, die Generalisierungs-Fähigkeit des Netzes zu verbessern, indem Sie es mit einer größeren Anzahl Muster, die leicht variiert sind, anlernen und testen Sie es danach erneut durch Reproduktion! Sind die erhaltenen Resultate eher eine Verbesserung oder Verschlechterung der Ergebnisse der ersten Reproduktion?

Spracherkennung

Öffnen Sie das Formular des Moduls „Spracherkennung“! Nehmen Sie je 10 Samples von 8 sich unterscheidenden Beispielworten auf (Aufnahmedauer automatisch auf drei Sekunden begrenzt), kennzeichnen diese eindeutig und speichern sie in Dateien!

Laden Sie auf der Seite „MusterSet“ alle eben erstellten Wave-Dateien und ordnen ihnen binär-codierte Zielvektoren zu (nur einer der 8 Ausgänge sollte den Wert 1 besitzen)! Speichern Sie anschließend die gesamte Muster-Set-Datei ab. Lernen Sie das Netz an, wobei die Lerndaten ebenfalls in einer Datei zu speichern sind! (Als Alternative kann auch das Modul „Fehlerrückführung“ aufgerufen und das Muster-Set dort angelernt werden.)

Auf der Seite „Ergebnisse“ wählen Sie nun das Verfahren „Online-Erkennung“, geben im erscheinenden Dialog einen Datei-Namen zur Speicherung der Audio-Daten an und starten die Aufnahme. Bei deutlicher Aussprache eines der gelernten Worte sollte das Netz in der Lage sein, dieses richtig zu erkennen. (Alternativ dazu können auch extern erstellte Konfigurations- und Lerndaten-Dateien angegeben werden. Außerdem ist das Reproduzieren schon vorhandener Wave-Dateien mit der „Offline-Erkennung“ möglich.)

Auswertung

Fertigen Sie ein Praktikums-Protokoll an, in welchem notierte Ergebnisse und Erkenntnisse festgehalten und gestellte Fragen beantwortet werden!
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Anhang

A Symbolverzeichnis

Das im Folgenden aufgeführte Verzeichnis erläutert die Symbole, welche in dieser Praktikumsanleitung oder in der dazugehörigen Simulations-Software benutzt werden. Es hält sich an die von Hoffmann verwendete Bezeichnungsweise.

A1, A2, …	Ausgänge eines Netzes

A(t)		Ausgangsmusterfolge

ai		Ausgang des Neurons i, Ausgangsfunktion des Neurons i

� EINBETTEN Equation.2  ���		Leistungswerte des Bark-Spektrums

bi		Lautheit

ci		Aktivität des Neurons i, Aktivierungsfunktion des Neurons i

d		Abklingkonstante in der Aktivierungsfunktion

E1, E2, …	Eingänge eines Netzes

E(t)		Eingangsmusterfolge

e0		Bias-Eingang

e1, e2, …	Eingänge eines Neurons

f		Frequenz in Hertz

i (Index)	numeriert gewöhnlich die Neuronen eines Netzes

j (Index)	numeriert gewöhnlich die Eingänge eines Neurons

k		Kanäle des Bark-Spektrums

M/m		Maximum bzw. Minimum in der Aktivierungs- und in der Ausgangsfunktion

NA /NE		Anzahl der Ausgänge bzw. Eingänge eines Netzes

Ni		Anzahl der Neuronen in der Schicht i

ni		Anzahl der Eingänge des Neurons i

p		Anzahl der Muster in einem Trainingssatz

S		Schwelle bei der Wortgrenzendetektion

S1, S2, …	Sollwerte eines Netzes

s		Skalierungsfaktor in der Aktivierungsfunktion

t		Zeit in Sekunden

Wa /Wi		Untere bzw. obere Toleranzschwelle bei der Wortgrenzendetektion

w0		Bias-Gewicht

wij		Gewicht des Neurons i am Eingang j

x0, x1		Eingangskomponenten beim XOR-Problem

Z		Zähler bei der Wortgrenzendetektion

z		Tonheit in Bark

(ij		Kroneckersymbol: 1 für i = j, 0 für i ( j

(wij		Änderung des Gewichts wij

(i		effektiver Eingangswert des Neurons i

(		Lernrate in der Lernregel

(		Schwelle der Ausgangsfunktion

(		Momentfaktor in der Fehlerrückführungs-Lernregel

( (Index)	numeriert gewöhnlich die Muster eines Trainingssatzes

(		Steigung der Ausgangsfunktion

�

B Vergleichsliste zur Symbolik

Ein Vergleich zur aktuellen Symbolik unterschiedlicher Literaturquellen im Zusammenhang mit Neuronalen Netzen wird in folgenden Tabellen gegeben:

Symbole für die Bestandteile eines Neurons:

�Eingang�Ausgang�Eff. Eing.�Akt.- Fkt.�Aktivität�Ausg.- Fkt.�Schwelle�Steigung��Hoffmann

1993�e�a�(�c�c�a�(�(��Rumelhart

1988�o�o�net�F�a�f�(���Hertz

1991�(,S,(,V�(,S,(,V�h�g���(,(���Kratzer

1990�o�o�net�fakt�a�fout�(���Schöneburg

1990�I,x�o,y�net�F�a�f�-(�g��Brause

1991�x�y���z�S�T�k��

Symbole für die Bestandteile eines Netzes:

�Sollwert�Eingang�Ausgang�Lernrate��Hoffmann

1993�S�E�A�(��Rumelhart

1988�t���(��Hertz

1991�(���(��Kratzer

1990�asoll���(��Schöneburg

1990�z���(��Brause

1991�L���(���

C Übersichtstabellen

Die hier gegebenen Übersichten stellen noch einmal die wichtigsten Neurontypen und wichtige Funktionen zu deren Berechnung zusammen:

��

� Notwendig, weil in der Lernregel die Ableitung der Ausgangsfunktion vorkommt.

� Zwar liegen Simulationen auf Rechnerbasis in ihrer Verarbeitungsgeschwindigkeit um ein Vielfaches höher als reale biologische Nervenstrukturen, doch arbeiten letztere massiv parallel durch ihre Milliarden von Prozessoren (Neuronen).

� Def.: Kleinste bedeutungsdifferenzierende sprachliche Einheit.

� Mittenfrequenz bis ca. 1000 Hz linear, darüber annähernd logarithmisch verteilt (Mel- bzw. Bark-Skalierung).

� Bei Auflösung von 16 Bit: Max. Lautstärke=216=65536. Für WAV-Dateien: Integerwerte zwischen -32768 und +32767.

� Hammingfenster; keine Überlappung (Parameter Überlapp zwischen den Fenstern ist relativ unkritisch)

� Verteilungsschicht nicht mitgerechnet.

� Wenn vorhanden, auch Laden aus Datei möglich.

� Verteilungsschicht (Netzeingänge) mitgerechnet.
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