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Vorbereitungsaufgaben


Die folgenden Antworten sind von den Praktikanten während der Vorbereitung nicht schriftlich auszuarbeiten, wurden hier jedoch so aufgenommen, um eine bessere Kontrolle für den „Quiz-Master“ zu ermöglichen. Außerdem ist ihr Umfang eher reichlich gewählt worden, so dass nicht in jedem Fall die Forderung nach vollständiger Beantwortung sinnvoll erscheint.


Neurophysiologie:


Def.: Neurophysiologie ist Teilgebiet der Physiologie; befaßt sich mit den Funktionsweisen des Nervensystems und seiner Bestandteile


mögliche Einteilungen des Nervensystems:


nach morphologischen Gesichtspunkten: Zentrales/Peripheres System


in funktioneller Hinsicht: Animales/Vegetatives Nervensystem


nach Kommunikation mit der Umwelt: Sensorisches/Motorisches System


zentraler Punkt der Info-Verarbeitung ist Gehirn, genauer Hirnrinde - hier werden Infos erfasst und zueinander in Relation gesetzt; das spätere Erkennen von wiederkehrenden Mustern und das Erlernen von Assoziationen zwischen ihnen hat hierin seinen Ursprung


entstehende Abbildungen wie folgt einteilbar: mathematisch berechenbare, intuitiv erfassbare und chaotische


Info-Übertragung erfolgt durch elektrische Impulse, d.h. zeitdiskrete Signale


Bestandteile einer natürl. Nervenzelle (Ganglienzelle = strukturelles Grundelement des Nervensystems):


Zellkern, Zytoplasma, Membran usw. (wie alle Zellen)


Soma (Zellkörper)


Dendriten


Synapsen (elektr. oder chem.)


Neurit (Axon)


Informationsaufnahme, -verarbeitung, -weiterleitung:


Dendriten empfangen nervöse Erregungen, welche ihnen entweder durch elektrische Synapsen (Depolarisation der postsynaptischen Membran) od. chemische Synapsen (Neurotransmitter ändern Permeabilität der Membran für Ionen) unipolar und diskontinuierlich übertragen werden


in Nervenzelle baut sich ein in seiner Größe von der Anzahl der über die Synapsen eingehenden Signale abhängiges Membranpotential auf


Neurit leitet resultierende Information weiter zur nächsten Zelle oder motorischen Endplatte, indem an den – angenommen chemischen – Synapsen Neurotransmitter ausgeschüttet werden


�



Wofür Neuronale Netze?


beschäftigen sich hauptsächlich mit lediglich intuitiv erfassbaren Abbildungen


Bsp. für solche Abb.: Prüfen der Qualität einer Schweißnaht durch Fachmann, Zuordnen von Bildern, Erkennen von Personen anhand ihrer Sprache etc.


anderes bedeutendes Gebiet: unscharfe Logik (Fuzzy-Logic), z.B. vielfach in der Regelungstechnik eingesetzt


während unscharfe Logik Sachverhalte auf symbolische Weise darstellt und Zusammenhänge direkt benennt, lassen Neuronale Netze nur eine verteilte Darstellung zu; die Informationen über Zustände und Beziehungen sind im ganzen Netz verteilt; ein einzelnes Neuron repräsentiert stets nur einen Bruchteil davon


Wichtigste Anwendungsgebiete/-aufgaben:


Gebiete: Regelungstechnik, Robotik, Medizin, Meteorologie, Chemie, Wirtschaft und Bankenwesen, Sprachwissenschaft und Informatik


Aufgaben: Prozesssteuerung, Muster- und Zeichenerkennung, Klassifikation und Qualitätskontrolle, Erstellung von Prognosen, Sprachsynthese und �analyse, Datenkompression, Herleiten von Spielstrategien, musikalisches Komponieren


von ursprünglichem Ziel (Imitation des menschlichen Gehirns mit seinen 1011 Neuronen) noch weit entfernt (u.a. unzureichende Hardwaremöglichkeiten: Simulationsprogramme liegen in ihrer Verarbeitungsgeschwindigkeit um ein Vielfaches höher als reale biologische Nervenstrukturen, doch arbeiten letztere massiv parallel durch ihre Milliarden von Prozessoren = Neuronen)


Forschung beschränkt sich zunächst auf Nachbildung bescheidener Nervenstrukturen (z.B. von Schnecken, Blutegeln oder Tintenfischen mit etwa 10000 Neuronen) bzw. im Menschen selber auf Bewältigung von Teilaufgaben (z. B. Unterstützung des Gehörs tauber Menschen)


Einsatz Künstlicher Neuronaler Netze für Aufgabenstellungen, die deterministisches Verhalten benötigen, zunehmend in Frage gestellt (z. B. Überwachung von Kenndaten in Kernkraftwerken); da die Netze ausschließlich über Beispieldaten lernen, lassen sich über ihr Verhalten bei unbekannten Eingabemustern lediglich statistische Aussagen treffen


durch Minski und Paperts Nachweis, dass sich einige wichtige logische Aussagefunktionen (z. B. die Bool’sche XOR-Funktion) mit Formalismus der damaligen Netztypen nicht beschreiben ließen, erfuhr Theorie der Neuronalen Netze ab 1969 Bedeutungsverlust; erst viele Jahre später entdeckte man, dass Minski und Paperts Aussage für mehrstufige Netzwerke nicht galt – solche mehrschichtigen Netze konnten alle möglichen Funktionen darstellen (zwei neue Ansätze: Hopfield-Netze und Lernverfahren der Fehlerrückführung


Neuroinformatik hat Anlaufschwierigkeiten überwunden und sich als Teilgebiet der Künstlichen Intelligenz etabliert durch zahlreiche, nützliche Anwendungen; in Zukunft noch stärkere Integration; Weiterentw. d. Mögl. d. Rechentechnik (z. B. massiv parallele Rechner od. opto-elektron. Systeme) spielt große Rolle
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Neuron-Modell:


Verbindungen eines Neurons nehmen Aktivierung e j mit best. Stärke wj von anderen Neuronen auf, summieren diese und lassen am Ausgang a des Neurons eine Aktivität entstehen, sobald die Summe vorher einen Schwellwert ( überschritten hat (Addierer mit Schwellwert)


Struktur eines künstlichen Neurons:


� EINBETTEN Word.Picture.6  ���


drei Funktionen von Bedeutung (Beispielgleichungen für lineares Neuron):


Eingangsfunktion (Skalarprodukt):		� EINBETTEN Equation.2  ���


Aktivierungsfunktion (linear):		� EINBETTEN Equation.2  ���


Ausgangsfunktion (linear):			� EINBETTEN Equation.2  ���


häufig werden Aktivierungs- und Ausgangsfunktion zur Transferfunktion zusammengefasst


der effektive Eingang ( modelliert Synapsen; Aktivierungsfunktion c verkörpert proportional steigendes Membranpotential; Ausgangsfunktion a gibt Signal weiter


Wie entstehen aus Neuronen Künstliche Netzwerke?


Koppeln einfacher Neuronen-Elemente, so dass diese parallel arbeiten und ein Netzwerk bilden, dessen Funktion größtenteils durch die Verbindungen zwischen den Neuronen bestimmt wird; neuronalen Verschaltung: Divergenz (ein Neuronausgang verzweigt zu mehreren Eingängen anderer Neuronen) oder Konvergenz (eine künstliche Nervenzelle erhält Signale von vielen anderen)


Zwei Konventionen für Eingangsneuronen (Ausgangsneuronen geben ihre Signale direkt an Netzausgänge weiter:


jeder Netzeingang verteilt sich auf mehrere Neuroneingänge (z. B. 2 Schichten)


für jeden Netzeingang wird zusätzliches Eingangsneuron (Verteilungsneuron) eingeführt mit Aufgabe, Netzeingänge auf folgende Neuronen zu verteilen – hat keinerlei Einfluß auf Funktion des Netzes (im Beispiel: 3 Schichten)


� EINBETTEN Word.Picture.6  ���
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Systematisierung Neuronaler Netze:


� EINBETTEN Word.Picture.6  ���


Arbeitsphasen eines Netzes:


Anlernphase (Erlernen von Assoziationen zwischen gegebenen Mustern)


Reproduktionsphase (Erkennen von wiederkehrenden oder ähnlichen Mustern)


Modell eines Fehlerrückführungsnetzes:


� EINBETTEN Word.Picture.6  ���


Fähigkeiten des Fehlerrückführungsnetzes:


Funktionen approximieren


spezifische Ein- und Ausgangsvektoren assoziieren


Eingangsvektoren in einer gegebenen Form klassifizieren
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Fehlerrückführungs-Lernregel und Lernverfahren:


(wij	errechnete Gewichtsänderung


(	Lernrate


(i	Fehlermaß des Neurons i


ej	Eingangswert j des Neurons


(	alle Muster des Sets


� EINBETTEN Equation.2  ���	





Musterpaare ( an Ein- und Ausgang des Netzes anlegen/ effektiven Eingangswert ( berechnen/ Aktivität c berechnen/ Ausgangswert a eines jeden Neurons berechnen – Signal pflanzt sich in allen Schichten so fort (Ausgänge der Vorgängerschicht werden zu Eingangswerten der Nachfolgerschicht)


Ausgangswerte ai der Neuronen der letzten Schicht vergleichen mit angelegtem Trainingsmuster/ Abweichung von Sollwerten Si berechnen (d. h. Fehlermaße (i( für Neuronen der Ausgangsschicht)/ Fehler der Vorgängerschichten berechnen ( daher der Name Fehlerrückführungsnetz


Gewichte neu setzen (� EINBETTEN Equation.2  ���) ( nächster Lernschritt usw., bis Ist- und Sollwerte übereinstimmen od. d. Fehler (i eine geg. Grenze unterschreitet


Möglichkeiten für einen Lernschritt (in Praxis nicht einzelne Muster, sondern ganze Mustersets zur Verarbeitung, daher zwei Möglichkeiten):


einfacher (direkter): ein Muster wird abgearbeitet, dann Gewichte neu gesetzt, nächstes Muster kann folgen


kumulativer (epochenweiser): Netz für alle Muster des Sets reproduzieren, Zwischenergebnisse speichern, alle Fehlermaße berechnen, in einem Zuge alle Gewichte ändern


Kostenfunktion/ Neuronenzahl/ Momentum:


Darstellung des Fehlermasses über dem hochdimensionalen Gewichtsraum (Fehlergebirge = Maß für Abweichg. des tatsächlichen vom gewünschten Ausg.)


Training führt häufig zu lokalem, statt globalem Minimum in Kostenfunktion; zusätzliche Neuronen vergrößern Freiheit des Netzes (größere Zahl zu optimierender Variablen in Fehlerfunktion) und damit die Chance, dass selbst ein lokales Minimum nur kleinen Fehler liefert; aber mit Zahl zusätzlicher Neuronen steigt auch die der Nebenminima und somit die Wahrscheinlichkeit, dass der Lernvorgang schneller in ein solches Nebenminimum läuft


Momentumterm in Lernregel berücksichtigt Gewichtsänd. des vorhergehenden Lernschrittes; verringert die Wahrscheinlichkeit, dass das Netzwerk in flachem, lokalem Minimum des Fehlergebirges hängenbleibt und somit Trainingszeit (� EINBETTEN Equation.2  ���)
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Lernrate:


zu großer Wert resultiert in instabilem Lernen


zu kleiner Wert verursacht zu lange Trainingszeiten


rekursive Lernrate verringert Trainingszeit, indem sie Lernrate ausreichend hoch hält, während Stabilität gewahrt bleibt


Entscheidungsregion:


AND-Problem leicht separierbar durch eine Gerade


einschichtiges Netz kann nur linear separierbare Aufgaben lösen (entspr. 1 Trenngraden in Zeichnung = 1 Halbebene als resultierende Entscheidungsregion) ( findet keine Lösung für XOR


mehrschichtige Netze lösen das XOR-Problem, da größere Entscheidungsfreiheit (bessere Trennung der Regionen möglich = 2 od. mehr Geraden in Zeichnung)


� EINBETTEN Word.Picture.6  ���


Strukturoptimierungsverfahren:


durch Erhöhung der Neuronenzahl kann ein Fehlerrückführungsnetz bessere Ergebnisse liefern; allerdings können sich so erworbene Vorteile schnell umkehren in Nachteil, genannt Overfitting-Phänomen ( = Überladen des Netzes mit Neuronen, führt zu schlecht verallgemeinerndem Netzwerk)


deswegen Optimierungsmethoden (Netzwerkstruktur vereinfachen und Lernen beschleunigen)
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Versuchsaufgaben – Auswertung


AND-Problem


Arbeit mit Neuronalen Netzen anhand eines Netzes mit linearer Ausgangsfunktion:


mit Fehlergrenze 0,1: erreichtes Fehlerminimum ist kleiner als 0,1 (z.B. 0,0921); Globaler Fehler wird im Verlauf des Lernvorgangs zunehmend kleiner; Anzahl der Lernschritte: zwischen 1 und 5


mit Fehlergrenze 0,01: keine Lösung erreicht nach 640 Schritten (Fehler konstant 0,0833) ( Verbesserung:


Ausgangsfunktion muss konvergieren, damit Netz konvergiert


Lösung kann gefunden werden durch Verwendung semi-linearer Ausgangsfunktion (monoton, differenzierbar, nicht linear)


in Fehlerrückführungs-Netzen meist nichtlineare Ausgangsfunktionen verwandt (Fermi, tanh, arctan), weil diese sich approximativ an ihr Minimum/Maximum annähern (sigmoid) und nicht ins Unendliche führen wie lineare Ausgangsfunktionen


außerdem könnten mehrschichtige Netze aus linearen Neuronen immer durch ein einschichtiges Netz ersetzt werden


Einfluss anderer Ausgangsfunktionen und Parameter:


Ausgangsfunktion des Netzes�
Anzahl der Lernschritte�
�
Fermi�
zw. 1500 und 3000�
�
Tanh�
zw. 200 und 300�
�
ArcTan�
zw. 2000 und 2100�
�



Versuche mit ArcusTangens:


ohne Schwelle: keine Lösung erreicht


ohne Momentum: Lernschrittanzahl zw. 2700 und 2800 ( mehr Schritte notwendig


mit rekursiver Lernrate: Lernschritte zw. 200 und 300 ( durch rekursive Lernrate ist eine Beschleunigung des Lernvorganges möglich


Mit der Ausgangsfunktion tanh erfolgt der Lernvorgang am schnellsten. Weitere aufeinander günstig abgestimmte Einstellungen sind beispielsweise: m = 0; M = 1; ( = 1; -0,9 < Init < +0,9; ( = 0,9; ( = 0,7; zu lernende Parameter: w und (; kein adaptives Lernen (möglich, verlangsamt aber im vorliegenden Fall); mit rekursiver Lernrate: 50-100, ohne 150-200 Lernschritte.
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Reproduktion des AND-Musters:


Beispielergebnis für die Reproduktion:


Muster (x1)�
Muster (x2)�
Ergebnis (y)�
�
0�
0�
0,0000515�
�
0�
1�
0,0332055�
�
1�
0�
0,0332055�
�
1�
1�
0,9581804�
�



Je kleiner die Fehlergrenze gewählt wird, desto geringer ist die Abweichung zw. den gewünschten Zielwerten und tatsächlich erhaltenen Ausgangswerten.


Die Ergebnisse haben eine um eine Stelle geringere Genauigkeit (nur 0,01 statt 0,001), da sich die angegebene Fehlergrenze auf den quadratischen Fehler bezieht.


Einfluss der Lernrate/Adaptives Lernen:


Lernrate (�
Anzahl der Lernschritte�
�
0,7�
zw. 800 und 1200�
�
3�
zw. 150 und 300, ab und zu bis 600�
�
5�
zw. 100 und 200, ganz selten auch keine Lösung�
�
6�
keine Lösung, ganz selten zw. 80 und 150�
�
7�
keine Lösung, seltenst zw. 60 und 140�
�
10�
keine Lösung�
�



Adaptionskonstante c�
Anzahl der Lernschritte�
�
2�
zw. 70 und 130�
�
3�
zw. 50 und 150�
�
4�
zw. 50 und 130�
�
5�
zw. 60 und 120 ( günstigste Konstante!!�
�
8�
zw. 80 und 300�
�
10�
zw. 80 und 280, selten keine Lösung�
�
20�
zw. 100 und 700, ab und zu keine Lösung�
�
50�
zw. 150 und 500, für die Hälfte keine Lösung erreicht�
�
100�
zw. 400 und 2000, meist keine Lösung�
�



(aufgenommen für ( = 1 und ( = 0; beide haben hier keinen großen Einfluss)
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XOR-Problem:





Einschichtige Netze:


Es kann grundsätzlich keine Lösung erreicht, d.h. die Fehlergrenze nicht unterschritten werden. (Eine Möglichkeit wäre die Verwendung von Neuronen höherer Ordnung, auch Sigma-Pi-Neuronen genannt, welche im Praktikumsversuch jedoch nicht behandelt werden.)





Verhalten der Netz-Parameter (Beispielkurven):





�
�


Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH \r 1 �1�: Gewichte der Neuronen 1 und 2


�


Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH �2�: Gewichte des Neurons 3


�


Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH �3�: Schwelle der Neuronen 1-3


�


Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH �4�: Eff. Eingang der Neuronen 1-3


�


Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH �5�: Aktivität der Neuronen 1-3


�


Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH �6�: Ausgang der Neuronen 1-3


�



�
�


Abbildung � FVREF 1 \n �2�.� SEQ Abbildung \* ARABISCH �7�: Globaler Fehler des Netzes


Beispielrechnung (für den 30. Lernschritt):


Konfiguration:


� EINBETTEN Word.Picture.6  ���


�
s = 1


( gelernt


( = 1


m = 0


M = 1





e-Fkt.: Skalarprodukt


c-Fkt.: Linear(Identität)


a-Fkt.: Fermi


epochenweises Lernen


Fehlergrenze = 0,001


Max. Lernschritte: 10000





-0,9 < Init < +0,9


Lernen: w, (


( = 0,7 (nicht rekursiv)


( = 0,3


kein adapt. Lernen


�
Muster-Matrix:


� EINBETTEN Equation.2  ���


Ergebnisse (aus Diagrammen notiert):�
w11 = 2,52794


w12 = -2,32914


w21 = 0,01073


w22 = -0,74117


w31 = -1,79850


w32 = 0,54473


(1 = -1,34465


(2 = -0,10077


(3 = -0,54379


(1 = 0,09862


(2 = -0,36587


(3 = -0,60430


c1 = 0,09862


c2 = -0,36587


c3 = -0,60430


a1 = 0,80815


a2 = 0,43398


a3 = 0,48391


�
Berechnung (für letzten Muster-Vektor im Set, also (1 1) im vorliegenden Fall, da dieser zuletzt vom Netz berechnet und nur letzter Zustand in Listen gespeichert wird):


� EINBETTEN Equation.2  ���


� EINBETTEN Equation.2  ���


� EINBETTEN Equation.2  ���


� EINBETTEN Equation.2  ���


� EINBETTEN Equation.2  ���


� EINBETTEN Equation.2  ���


� EINBETTEN Equation.2  ���


� EINBETTEN Equation.2  ���


� EINBETTEN Equation.2  ���


Es kann gesehen werden, dass die berechneten mit den notierten Werten bis auf 1/100 Genauigkeit übereinstimmen.


Optimierung:


Optimierte Netze�
KonfigOriginal�
KonfigMinStruktur�
KonfigMinSchritte�
�
Lernschritte�
10000�
10000�
2952�
�
Schichten�
6�
2�
3�
�
Schicht�
2�
2�
2�
�
Schicht�
12�
1�
2�
�
Schicht�
6�
�
1�
�
Schicht�
8�
�
�
�
Schicht�
9�
�
�
�
Schicht�
1�
�
�
�



Konfiguration „Minimalstruktur“ ist häufig zu stark optimiert, so dass das Netz für das XOR-Problem keine Lösung mehr finden kann


Anlernvorgänge brauchen durch kleinere Struktur der Netze deutlich weniger Zeit


Generalisierung:


Reproduktion (nach erfolgreichem Anlernen mit 4 Mustern) mit exakten Eingängen:


Muster (x1)�
Muster (x2)�
Ergebnis (y)�
�
0�
0�
0,030608�
�
0�
1�
0,965311�
�
1�
0�
0,969099�
�
1�
1�
0,029950�
�



Reproduktion (nach erfolgreichem Anlernen mit 4 Mustern) mit verrauschten Eingängen:


Muster (x1)�
Muster (x2)�
Ergebnis (y)�
�
0,32�
-0,243�
0,595564�
�
0,168�
0,8543�
0,864314�
�
1,4325�
-0,083�
0,979378�
�
1,0032�
0,765�
0,056366�
�



Reproduktion (nach erfolgreichem Anlernen mit 12 Mustern) mit verrauschten Eingängen:


Muster (x1)�
Muster (x2)�
Ergebnis (y)�
�
0,32�
-0,243�
0,012495�
�
0,168�
0,8543�
0,937107�
�
1,4325�
-0,083�
0,995337�
�
1,0032�
0,765�
0,009330�
�



Die erhaltenen Reproduktions-Ergebnisse beim mit 12 variierenden Mustern belehrten Netz haben eine erheblich höhere Genauigkeit. Nach der Faustregel, dass mindestens zweimal so viele Muster wie vorhandene Gewichte im Netz angelernt werden sollten, wurden hier 12 Muster eingegeben. Grundsätzlich gilt: Je mehr und je unterschiedlicher die angelernten Muster, desto besser die Abstrahierung durch das Netz bei ihm unbekannten Mustern.


Spracherkennung:


günstige Parameter: Worttoleranz: 5, Pausentoleranz: 20, Sprachschwelle: 100; Hamming-Fensterung


Dauer des Anlernvorgangs bei 10x8 Mustern und Netz 720-8-8: ( ½ h


Erkennungsrate: zw. 80 und 100%
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